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Resumen. El anilisis de polaridad en textos es un tema de creciente interés,
sobre todo en redes sociales, ya que ayuda a conocer si la opiniéon de las
personas es negativa o positiva con respecto a un tema en particular en un
ambiente libre, lo que nos permite conocer el impacto que productos y noticias,
por mencionar algunos ejemplos, tienen en la sociedad. En este trabajo se
realiza analisis de polaridad en tuits en espafiol mexicano, mediante el uso de
pseudoetiquetas generadas automaticamente, con el fin de intentar combatir la
escasez de datos etiquetados, reto inherente a la tarea de andlisis de polaridad
dada la vasta cantidad de informacién disponible y lo complicado de asignar
etiquetas adecuadas a la misma; ademds de técnicas de clasificacion para tareas
de procesamiento de lenguaje natural.

Palabras clave: Pseudoetiquetado, polaridad, tuits, PLN,
aprendizaje automdtico.

Twits Pseudolabeling for Polarity Analysis:
A First Approach

Abstract. Polarity analysis in texts is experiencing an interest growth, specially
on social networks, due to its assitance in understanding if the opinion people
have about certain topic, such as products or news, to name a few, is positive or
negative, as well as the impact they have in societies. In this work we perform
a polarity analysis on twits written in mexican spanish, by creating pseudolabels
via machine learning tech- niques to try to overcome the issues related with the
vast data available online and the enormous ammmount of efort that implies to
correctly label it; in addition, we use classifcation techniques for natural language
processing tasks.
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1. Introduccion

Las redes sociales hoy en dia forman una parte de la vida cotidiana para la poblacién
en general, ya sea para cuestiones de relaciones interpersonales, networking e incluso,
para la consulta y diseminacién de informacién [14, 17, 13] .

A partir de este incremento en el uso de redes sociales, intensificado en afios
recientes gracias a la pandemia de COVID-19 [6], es que estas plataformas se han vuelto
parte del discurso publico, ya que los algoritmos utilizados en las mismas permiten a
sus usuarios interactuar con diversos grupos sociales, lo que los mantiene al tanto de
los eventos y problemadticas actuales [4].

En particular, Twitter no presenta muchas restricciones sobre el contenido de las
publicaciones que sus usuarios pueden efectuar por lo que, en general, suelen ser sobre
cualquier tema, esta aparente libertad que la plataforma provee es la principal razén
de que esta red social tiene preferencia entre los internautas para, en ella, mostrar sus
opiniones [13].

Dentro de las areas de procesamiento de lenguaje natural (PLN) y lingiiistica
computacional existe la tarea de andlisis de opiniones, que consiste en, mediante el
andlisis del texto donde un comentario opinién fue expresado, determinar el la opinién
que una persona sobre el tema en cuestién [15]; el andlisis de la polaridad en una opinién
se considera, a su vez, una subtarea de este campo [10].

Determinar la polaridad de un texto se refiere, entonces, a clasificar, dado un
texto, si la opinidén que se ha vertido en este es positiva o negativa, es decir, qué tan
polarizada resulta.

2. Revision de la literatura

La clasificacion de textos, por su parte, puede llevarse a cabo mediante estrategias
de apredizaje automatica, especificamente, aprendizaje supervisado. Estas técnicas
han sido, y siguen siendo, ampliamente utilizadas en la clasificacién de textos para
diferentes tareas, siendo una de las mas destacadas el analisis de sentimientos.

Por ejemplo, en [7] se hace uso de redes neuronales recurrentes (RNR),
especificamente redes Bi-LSTM (del inglés Bi Long Short-Term Memory) para esta
tarea; de manera similar, [1] utilizan Twitter como un medio donde la gente puede
expresar sintomas de depresion que requieren ser reportados por un individuo con esta
afectacion psicdlogica para detectar dicho padecimiento de manera temprana, para lo
cual utilizaron RNR tradicionales, asi como redes LSTM; en [18] utilizan el modelo
de transforme RoBERTa-GRU (del inglés Robustly Optimized BERT Pretraining
Approach y Gated Recurrent Units) para la clasificacion de sentimientos en diversos
datasets considerados como baselines; por su parte, [5] utilizan el clasificador Naive
Bayes (NB) para la misma tarea, apoyandose del recurso 1éxico sentiwordnet para
agregar a cada palabra un puntaje de sentimiento positivo, negativo u objetivo.

En cuanto a la tarea especifica de andlisis de polaridad en texto, uno de los
primeros trabajos que se llevaron a cabo fue aquel de [16], en el cual se utilizaron
clasificadores tradicionales, tales como: NB, Entropia Maxima y Maquinas de Soporte
Vectorial (SVM, del inglés Support Vector Machines) para la clasificacién de polaridad
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Tabla 1. Las cuatro configuraciones utilizadas; para cada una de ellas se muestra si se removieron
0 no palabras auxiliares, y lematizacion.

Configuracion Remocion de palabras Auxiliares Lematizacion

1 No No

2 No Si

3 Si No

4 Si Si
TASS

entrenamiento + desarrollo

Entrenamiento

Val
Prueba

Fig. 1. Particiones sobre el dataset TASS.

de resefias (en inglés) de peliculas; en [8] se realiza un estudio sobre el impacto de
la negacién en la clasificacién de la polaridad en tuits en espafiol, concluyendo que
el tomar en cuenta dicho aspecto contribuye significativamente a una mejora en la
clasificacién de la polaridad; ademads, se encuentra el trabajo de [12], donde se utilizan
multiples clasificadores, tales como: Entropia Maxima, NB Multinomial (NBM), SVMs
y BETO, un modelo BERT (del inglés Bidirectional Encoder Representations from
Transformers) entrenado con un corpues en espafiol, para obtener la polaridad de
tuits en espafiol, lo que incluia encabezados de noticias, los hilos de la conversacion
correspondiente a dichos encabezados, tuits citados y los hilos de conversacién que se
generaron a partir de éstos.

También podemos encontrar el trabajo de Arias et al. [2], quienes crearon un banco
de datos mediante la extraccion de tuits a través de la API1 de Twitter, con clases:
positivo, negativo y neutro, durante las pruebas de clasificacién los autores optaron
por diversos modelos, como son: Random Forest (RF), K-nearest Neighbors (KNN),
NB, Gradient Boosting (GB), Support Vector Classifier (SVC) y Extreme Gradient
Boosting (XGBoost).

Por otro lado, se ha observado que los modelos de aprendizaje de maquina y
aprendizaje profundo suelen ver afectado su desempefio cuando no se cuenta con
suficientes datos, por lo que se suelen utilizar técnicas de aumento de datos y, en los
casos en los que no se puede preservar las etiquetas, pseudoetiquetado, tal es el caso de
[3], donde se utiliz6 dicha técnica para mejorar el desmepefio de diversas arquitecturas
de redes neuronales para la tarea de deteccidn de agresion en redes sociales.
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Experimento 1
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Fig. 2. Experimento 1.
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Fig. 3. Experimento 2.

También destaca el trabajo de [11], donde se hace uso del modelo DistilBERT
en la tarea de clasificacion de preguntas para su incorporacién de sistemas tipo
chatbots dedicados a responder preguntas, para contravenir la falta the datos
etiquetados se utilizan técnicas de pseudoetiquetado, obteniendo como resultado que
el modelo cuyo banco de datos de entrenamiento datos pseudoetiquetados presentd
un mejor desempefio que aquellos con los cudles no se utilizé dicha técnica para
su entrenamiento.
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Tabla 2. Resultados del experimento 1 con el modelo de RL.

Conf % ignorado Recall Precision Acc F1
0 0.4981 0.5018 0.5822  0.4992
20 0.5297 0.5493 0.6151 0.5341
1 40 0.5028 0.5142 0.5813  0.5048
60 0.4829 0.4982 0.584  0.4825
80 0.4222 0.437 0.584  0.4094
0 0.4992 0.49 0.5644  0.4557
20 0.4316 0.4777 0.544  0.4287
2 40 4339 0.4589 0.5333  0.4293
60 0.4288 0.4742 0.5458 0.4191
80 0.4038 0.4383 0.5124 0.3824
0 0.5262 0.5469 0.6044 0.5326
20 0.5105 0.5212 0.5884 0.5137
3 40 0.5036 0.5231 0.5862 0.5079
60 0.4696 0.4908 0.5644  0.4694
80 0.421 0.4607 0.5378 0.4076
0 0.4731 0.4771 0.5422  0.4747
20 0.4953 0.5005 0.5667 0.4958
4 40 0.4809 0.4878 0.5596 0.4815
60 0.4539 0.4662 0.5489  0.4544
80 0.4284 0.434 0.5307 0.4212

Por tltimo, en [9] se hace uso del pseudoetiquetado para la mejora en los sistemas de
deteccidn de noticias, ya que el etiquetado manual de texto suele ser una tarea laboriosa,
sobre todo dada la ingente cantidad de recursos disponibles en internet, lo que resulta
en una falta de datos etiquetados disponibles; en este trabajo se observé un incremento
en el desempefio de clasificacién de entre el 2% y 3 % cuando se agregaron nuevos
datos cuya etiqueta fue asignada mediante algin algoritmo.

3. Desarrollo del proyecto

3.1. Datasets

Se utilizaron dos datasets: del TASS 2019 se seleccionaron las partes de entre-
namiento y desarrollo para ser unidas en una sola particién, adicionalmente, se hizo un
proceso de web scraping mediante la API version 2 de Twitter, con lo que se extrajeron
6500 tuits en espafiol mexicano.

3.2. Preproceso de datos

Como parte de la etapa del preprocesamiento de datos se llevaron a cabo los
siguientes procedimientos:

— Entidades HTML.: se remueven las entidades HTML que contenga el texto.
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Tabla 3. Resultados del experimento 1 con el modelo de SVM.

Conf % ignorado Recall Precision Acc F1
0 0.5039 0.5899 0.6444  0.4949
20 0.526 0.5379 0.6049  0.5291
1 40 0.4979 0.5104 0.5884  0.4989
60 0.4758 0.4952 0.5778 0.4749
80 0.4275 0.4484 0.5449 0.4187
0 0.4538 0.6328 0.5956  0.4448
20 0.4416 0.4913 0.5547 0.4371
2 40 0.4317 0.4821 0.536  0.4237
60 0.4312 0.4545 0.5422 0.4222
30 0.4078 0.4428 0.5302 0.3874
0 0.4764 0.7902 0.6311 0.4601
20 0.5211 0.5388 0.5969  0.5259
3 40 0.5049 0.5187 0.5827  0.508
60 0.4872 0.521 0.5756  0.4918
80 0.4291 0.4786 0.5471 0.4224
0 0.4901 0.6983 0.6356  0.4822
20 0.4794 0.4348 0.5591 0.4804
4 40 0.4761 0.489 0.5578 0.4764
60 0.4535 0.4679 0.5418 0.4535
80 0.4326 0.4592 0.5329 0.4279

— Saltos de linea: se quitan los saltos de linea.

— Hashtags: En caso de haber hashtags, se separa el texto contenido en los mismos
(p.e. #CiudadDeMexico — Ciudad De Mexico).

— Entidades de Twitter: se les dice asi a las entidades que se utilizan propiamente en
Twitter para denotar usuarios, etiquetas, hashtags y retuits, cada uno de estos tiene
un identificador especial (@ User, rt, #hashtag), se identifican estas entidades y se
remueven del texto.

— URLSs: se identifican y se remueven del texto.

— Transformar el texto a tinicamente letras mindsculas.

— Palabras auxiliares: en caso de que asi se requiera, se remueven las palabras
auxiliares que contenga el texto.

— Lematizacién: si se requiere, las palabras son lematizadas utilizando la
libreria spaCy.

— Apostrofes: tras la lematizacion, se remueven los apdstrofes del texto, conservando
el caracter sin el apdstrofe (p.e concatenacion, nifio — concatenacion, nino).

— Puntuacién: se remueven los caracteres utilizados para puntuar el texto (puntos,
comas, punto y comas, etc.).

— Caracteres repetidos: en caso de que un caracter se repita mas de tres veces, este se
corta a dos repeticiones (p.e. Nooooo — Noo).

— Palabras alfanuméricas: si el texto contiene palabras compuestas por letras y
nimeros, como en el leet speaking, estas se remueven.

— Caracteres especiales: se remueven todos los caracteres especiales que no aportan
nada al texto, signos de admiracién, interrogacion, etc.
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Tabla 4. Resultados del experimento 1 con el modelo de NBM.

Conf % ignorado Recall Precision Acc F1
0 0.4883 0.4883 0.4883  0.4883
20 0.4589 0.4550 0.6244  0.4235
1 40 0.4356 0.4882 0.6031 0.3964
60 0.4001 0.4511 0.5707  0.3455
80 0.3498 0.4344 0.5218  0.2604
0 0.4883 0.5459 0.5956  0.4406
20 0.4502 0.5855 0.5973  0.4343
2 40 0.4271 0.5129 0.5836  0.3969
60 0.4137 0.4854 0.5764 0.3723
80 0.3856 0.4493 0.5551 0.3245
0 0.5539 0.624 0.6667  0.5608
20 0.5201 0.6097 0.648  0.5127
3 40 0.5099 0.5996 0.644  0.4969
60 0.4671 0.5786 0.6076  0.448
80 0.4327 0.4582 0.5636  0.3937
0 0.5341 0.6427 0.6578  0.5388
20 0.5159 0.6908 0.6498 0.5131
4 40 0.4913 0.6497 0.6329 0.4772
60 0.4751 0.6585 0.6147  0.457
80 0.3765 0.5051 0.5391 0.3169

— Espacios en blanco: en caso de que exista mds de un espacio en blanco entre
palabras, estos se remueven para homogeneizar el texto.

Durante este proceso se crearon cuatro configuraciones para los conjuntos de
datos utilizados, las cudles difieren unicamente en si se incluy6 o no, tanto la
remocién de palabras auxiliares como la lematizacion de los textos; es decir, las cuatro
configuraciones utilizadas contienen todo el preproceso enlistado previa- mente, y solo
difieren entre si por la presencia o ausencia de palabras auxiliares y la lematizacién. La
Tabla 1 muestra cada una de las configuraciones.

Por tltimo, para la extraccidon de caracteristicas se utiliz6 un método de bolsa de
palabras binario, donde los vectores solo tienen valores 0 y 1, dependiendo de si la
palabra estd presente o no en un tuit dado.

3.3. Experimentos

En este trabajo se utilizan tres modelos: Regresion Logistica (RL), NBM y una
SVM con kernel lineal; ademads, creamos una particién de tres conjuntos sobre el dataset
generado a partir de TASS: una para entrenamiento, que se conforma por el 70 % de los
datos; ademds de dos particiones de validacion y prueba, respectivamente, cada una
formada por 15 %. La Figura 1 muestra graficamente el proceso de particion.

Se realizaron dos tipos de experimentos, cada uno de ellos utilizando los 3 modelos
seleccionados, para las 4 configuraciones de datos descritas en la Tabla 1.
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Tabla 5. Resultados del experimento 2 con el modelo de RL.

Conf % pseudo Total Orig Pseudo Recall Precision Acc  F1
0 1050 1050 0  0.5403 0.5526 0.6267 0.5405
20 1312 1050 263 0.5404 0.5682 0.6262 0.5440
1 40 1749 1050 700 0.5516 0.5764 0.6324 0.5557
60 2623 1050 1574 0.5451 0.5694 0.6248 0.5484
80 5245 1050 4196 0.5495 0.5774 0.6328 0.5532
0 1050 1050 0  0.4217 0.4474 0.5333 0.4079
20 1312 1050 263 0.3642 0.4583 0.508 0.3035
2 40 1749 1050 700 0.3623 0.4656 0.5075 0.2955
60 2623 1050 1574 0.3656 0.4369 0.5106 0.3013
80 5245 1050 4196 0.3662 0.4571 0.5111 0.3033
0 1050 1050 0  0.5034 0.507 0.5867 0.5021
20 1312 1050 263 0.5226 0.5484 0.6004 0.5273
3 40 1749 1050 700 0.5296 0.5471 0.604 0.533
60 2623 1050 1574 0.528 0.5495 0.6062 0.5315
80 5245 1050 4196 0.5248 0.545 0.6027 0.5279
0 1050 1050 0 0.5155 0.5313 0.5956 0.5177
20 1312 1050 263 0.4913 0.5016 0.5796 0.4894
4 40 1749 1050 700 0.4864 0.4979 0.5733 0.4843
60 2623 1050 1574 0.4818 0.4935 0.5702 0.4803
80 5245 1050 4196 0.4919 0.5007 0.58 0.4885

En el primer experimento se utiliza la particién de entrenamiento para entrenar al
modelo como pseudoetiquetador.

En primera instancia, mediante un proceso inspirado en k-fold cross validation, se
eliminan las etiquetas de un porcentaje de los datos de entrenamiento (variando en cada
iteracion los datos a los cuales se les quitd su etiqueta); posteriormente se entrena al
modelo con los datos que atin mantienen su etiqueta verdadera; toda vez que se ha
entrenado al modelo, se procede a asignar etiquetas a los datos que carecen de ellas,
aqui se conservan los k mejores resultados para reentrenar el modelo con los datos
con etiquetas verdaderas y los nuevos k datos, este proceso continda hasta terminar de
asignar nuevas etiquetas; por ultimo, se utiliza el conjunto de validacién (Figura 1) para
medir el desempefio del modelo, tanto como pseudoetiquetador y como clasificador al
final del experimento. La Figura 2 muestra el procedimiento llevado a cabo.

En el segundo experimento se vuelve a trabajar con el conjunto de entrenamiento
para utilizar al modelo como pseudoetiquetador, una vez que se ha entrenado, se
procede a afiadir etiquetas a los datos extraidos de Twitter (que no tienen una
etiqueta asignada) mediante el mismo proceso del experimento 1, es decir, se asignan
etiquetas a todos los datos, se conservan las k mejores para reentrenar al modelo y asi
sucesivamente, hasta terminar de etiquetar los datos de Twitter.

Una vez que se ha concluido esa primera etapa, se procede a medir el desmepefio
del modelo con el conjunto de prueba (Figure 1). De igual modo, la Figura 3 muestra el
procedimiento realizado en el experimento 2.
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Tabla 6. Resultados del experimento 2 con el modelo de SVM.

Conf % pseudo Total Orig Pseudo Recall Precision Acc  F1
0 1050 1050 0 0.4938 0.7688 0.6311 0.4599
20 1312 1050 263 0.4979 0.7707 0.6329 0.4706
1 40 1749 1050 700 0.4988 0.7713 0.6342 0.4713
60 2623 1050 1574 0.4933 0.7684 0.6307 0.4595
80 5245 1050 4196 0.4938 0.7688 0.6311 0.4599
0 1050 1050 0  0.4135 0.4816 0.5644 0.3692
20 1312 1050 263 0.3904 0.4629 0.5458 0.3282
2 40 1749 1050 700 0.4054 0.4742 0.56 0.3512
60 2623 1050 1574 0.4096 0.471 0.5627 0.3591
80 5245 1050 4196 0.415 0.4729 0.5667 0.3689
0 1050 1050 0  0.4652 0.7853 0.6089 0.4335
20 1312 1050 263 0.4613 0.619 0.6067 0.4258
3 40 1749 1050 700 0.4617 0.6507 0.6067 0.4265
60 2623 1050 1574 0.4648 0.785 0.6084 0.433
80 5245 1050 4196 0.4652 0.7853 0.6089 0.4335
0 1050 1050 0  0.4592 0.4278 0.6044 0.4174
20 1312 1050 263 0.4587 0.4274 0.604 0.4169
4 40 1749 1050 700 0.4587 0.4274 0.604 0.4169
60 2623 1050 1574 0.4592 0.4278 0.6044 0.4174
80 5245 1050 4196 0.4592 0.4278 0.6044 0.4174

4. Resultados

En esta seccién se presentan los resultados de ambos experimentos. En las Tablas
2, 3 y 4 se presentan los resultados obtenidos en el experimento 1 con los modelos RL,
SVM y NBM, respectivamente.

Por su parte, las tablas Tablas 5, 6 y 7 muestran los resultados obtenidos en el
experimento 2 con los modelos RL, SVM y NBM, respectivamente.

5. Conclusiones

En este trabajo se present6 un primer acercamiento en el uso de técnicas de
pseudoetiquetado para el robustecimiento de modelos desarrollados para la tarea de
andlisis de polaridad en tuits.

En primera instancia, el método aqui propuesto mostré ayudar al desempeiio de los
modelos de RL y SVM que, en términos generales, crean una frontera de decision a
través de un hiperplano que separa el espacio de caracteristicas; por su parte, nuestro
método no refleja una mejora en los resultados del clasificador NBM, que realiza sus
decisiones mediante computaciones probabilisticas.

Es importante hacer notar que en el experimento 1, para aquellos casos en los
que hubo una mejora en la clasificacién gracias al pseudoetiquetado, dicha mejora se
presenta cuando el porcentaje de datos ignorados no excede la mitad de la cardinalidad
del dataset original; es decir, una vez que se ignora la etiqueta de la mitad, o mads,
patrones, deja de haber una mejora en los resultados.
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Tabla 7. Resultados del experimento 2 con el modelo de NBM.

Conf % pseudo Total Orig Pseudo Recall Precision Acc  F1
0 1050 1050 0 0.461 0.5766 0.5956 0.4343
20 1312 1050 263 0.4569 0.665 0.5964 0.4277
1 40 1749 1050 700 0.4356 0.533 0.5844 0.3921
60 2623 1050 1574 0.4211 0.4577 0.5733 0.3727
80 5245 1050 4196 0.3962 0.4833 0.5516 0.3365
0 1050 1050 0  0.3858 0.4469 0.5289 0.3372
20 1312 1050 263 0.3366 0.3983 0.4964 0.2272
2 40 1749 1050 700 0.3333 0.1644 0.4933 0.2202
60 2623 1050 1574 0.3333 0.1644 0.4933 0.2202
80 5245 1050 4196 0.3333 0.1644 0.4933 0.2202
0 1050 1050 0  0.4981 0.5527 0.6044 0.4874
20 1312 1050 263 0.4908 0.5452 0.5982 0.4824
3 40 1749 1050 700 0.4738 0.5413 0.5902 0.4570
60 2623 1050 1574 0.4638 0.5367 0.5916 0.4384
80 5245 1050 4196 0.4506 0.5183 0.5871 0.4143
0 1050 1050 0  0.4608 0.4934 0.5778 0.4347
20 1312 1050 263 0.4679 0.5188 0.5849 0.4447
4 40 1749 1050 700 0.4615 0.5085 0.588 0.4288
60 2623 1050 1574 0.4571 0.5472 0.5924 0.4196
80 5245 1050 4196 0.4505 0.4724 0.592 0.4102

Por ultimo, se observa que el ignorar etiquetas de algunos patrones, para

posteriormente asignarles a los mismos nuevas etiquetas mediante pseudoetique- tado,
contribuyé a una mejora en el dessempefio de los modelos, lo que presenta una
nueva veta de investigacion que permita utilizar el pseudoetiquetado como un método
de regularizacion.
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